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摘要：认为早期智能编码方法的性能受限于手工设计的方案，当前基于神经网络的编码方法可解释性不足，不利于后续面向人机视觉的分析与

交互。受生成模型的启发，生成式编码方法通过构建生成模型来实现图像和视频的压缩和合成，获得可解释的紧凑视觉表示并生成符合图像先

验分布的高视觉质量内容。其中概念图像编码与概念视频编码利用生成模型强大的样本生成能力与紧凑层次视觉表示模型，实现了编码性能更

优的图像与视频编码；跨模态语义编码对图像与文本域进行跨模态转换与编码，保持可解释的同时实现上千倍的超高压缩比与令人满意的重构

结果。
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Abstract: The performance of early intelligent encoding methods was limited by manually designed solutions, while current neural network-
based encoding methods lack interpretability, which hinders subsequent analysis and interaction between humans and machine vision. In⁃
spired by generative models, the generative encoding methods aim to achieve compression and synthesis of images and videos by con⁃
structing efficient generative models, obtaining interpretable compact visual representations, and synthesizing high-quality visual content 
that conforms to the prior distribution of images. Among them, conceptual image encoding and conceptual video encoding leverage the pow⁃
erful sample generation capability and compact hierarchical visual representation models of generative models, resulting in superior encod⁃
ing performance for images and videos. Cross-modal semantic coding, on the other hand, enables cross-modal transformation and coding 
between the image and text domains while maintaining interpretability, achieving ultra-high compression ratios of thousands of times and 
satisfactory reconstruction results.
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智能视频编码技术可以追溯到 20 世纪 80 年代末[1]，旨在

使用知识和语义来设计紧凑的视觉内容表示模型和方

法，以便在不同的粒度级别 （如块、网格、区域和对象） 上

对视觉信息进行结构化描述。然而，早期的研究主要针对特

定信号源，并基于专家知识进行人工设计编码方案，导致编

码性能与应用范围受限。随着移动设备、监控摄像头和其他

视频采集设备的大量增加，视频数据量显著增加。在大数据

时代，图像和视频处理需要更高效和智能的编码技术。在过

去几年中，神经网络在图像和视频理解、处理和压缩等多个
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领域展示了巨大的潜力。在压缩任务中，神经网络中的参数

可以基于大量图像视频样本进行训练，通过非线性变换将输

入的像素数据映射到更紧凑的潜在表示[2]。此外，通过熵估

计模型获得的可微码率约束，协同失真约束能够实现自适应

率失真优化，能够有效减轻模型对手动设计模块的依赖。得

益于这些优良的特性，基于深度学习的编码可以在图像和视

频编码领域发挥出更大的潜力。但现有基于深度学习的编码

方法将信号数据压缩为不可解释的紧凑潜在表示，这种机制

不仅对面向人类视觉的分析与交互不够友好，也无法高效协

助下游的机器分析任务。

近期生成模型的快速发展为图像和视频压缩的研究带来

了新的启示。生成模型可以对联合概率分布进行建模，从统

计的角度表示数据分布情况，并通过控制采样过程生成符合

目标分布的样本。生成对抗网络[3] （GAN）、变分自编码器[4]

（VAE） 和深度扩散模型[5] （DPM） 等生成模型在多模态交互

和可控生成视觉内容方面展现出强大的能力。本文认为，新

兴的生成式编码方法可以通过构建生成模型来实现图像和视

频的压缩和合成，通过学习图像和视频数据的先验分布和跨

域映射来挖掘样本的潜在特征和数据间的相关性，获得可解

释的紧凑视觉表示，从而帮助人类理解和机器分析。此外，

在数据信号严重损失的情况下，生成式编码允许生成符合图

像先验分布和人眼视觉感知的纹理，从而在带宽受限的条件

下保持高质量的视觉重建。作为新一代智能编码的关键技

术，当前生成式编码的研究致力于构建视觉内容的概念表示

模型，将图像、视频等内容编码成可解释的高层结构、纹理

和语义表示，提出了概念图像编码[6-8]、概念视频编码[9]和跨

模态语义编码[10]等方法,能够保持可解释性的同时在上千倍

的超高压缩比下获得主观感知良好的重构结果。

1 概念图像编码

人类视觉系统 （HVS） [11]通过处理多方面信息并将其整

合为抽象的高级概念 （如结构、纹理和语义） 来感知视觉内

容，从而形成后续认知过程的基础[12]。受 HVS 启发，概念编

码旨在将图像编码成紧凑的、高维的、可解释的表示，以获

得高视觉质量的重构与更高效、更便于分析的压缩架构。在

解码端，多层解码表征融合并以深度生成的方式合成目标图

像。概念编码面临的主要挑战包括如何实现高效的表征分离，

以及如何设计有效的生成模型以实现高视觉质量的重建。

GREGOR 等[13] 引 入 了 带 注 意 力 的 卷 积 深 度 递 归 输 入 器

（DRAW） [14]，扩展了 VAE[4]，使用 RNN 作为编码器和解码

器，将图像转换成一系列越来越细节的表示。然而，其学习

到的图像表征的可解释性仍然不足，且仅适用于小分辨率的

数据集。神经视频压缩也受到类似的限制，典型的视频压缩

方法[15]与图像压缩方法[13]共享相同的 VAE 架构，并将原始序

列转换为低维表示。然而，学习到的视频表征的可解释性仍

然缺乏探索。因此，我们在压缩过程中引入结构信息或高级

语义信息等可解释表征，以增强图像和视频表征的可解释性。

概念编码的突破性进展在于将图像编码为互补的两层视

觉概念表示[6-7]。如图 1 所示，图像被分解为结构和纹理表示

两部分，其中纹理表示通过图 2 展示的纹理建模过程得到，

在解码端由图 3 所示的模块实现图像合成。图 4 展示了该研

究中提出的特征域空间中结构和纹理表征分离。结构层由边

图 1 典型的概念图像编码框架

图 2 典型的概念图像编码纹理建模过程

结构表示Y2 结构表示Y'2

图 3 典型的概念图像编码合成过程

纹理表示Y1 纹理表示Y'1

输入图像X 解码图像X'
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缘图表示，纹理层由变分自编码器提取的低维潜在变量表

示。为了从压缩的分层特征中重建原始图像，分层融合生成

模型被设计出来[8]，其中纹理层和结构层通过自适应实例归

一化 （AdaIN） 融合引导生成过程。大量实验表明[7]我们提

出的概念压缩框架可实现在极低的比特率 （<0.1 bpp） 下保

持较高的视觉重构质量，并通过结构编辑与风格变换以及关

键点检测实验证明了概念编码在内容控制和分析任务上的优

势。然而，仅使用一组隐变量对整个图像的复杂纹理进行建

模是一项巨大的挑战；此外，如何为视觉表征建立有效的熵

模型并联合率失真优化，尚未进行过探讨。文献[8]提出了

用于语义先验引导的纹理建模，探索了语义粒度纹理表示建

模与压缩，以实现高质量的图像合成和可观的编码效率。此

外，文献[8]还提出了一种跨通道熵模型，用于联合纹理表

示压缩和重建优化。文献[16]进一步引入了结构建模，提出

了一种一致性对比学习方法，通过将纹理表示空间与源像素

空间对齐来优化纹理表示空间，从而获得更高的压缩性能。

与特定应用领域中最先进的多功能视频编码 （VVC） 相比，

文献[8,16]中提出的方法以超低比特率 （<0.1 bpp） 实现了卓

越的视觉重构质量。

由于概念编码方法追求在极低的比特率下取得视觉上令

人信服的重构结果，在评价时除了用户打分之外，通常会选

择可学习感知图像块相似度 （LPIPS） 指标[17]作为量化的感

知失真度量指标。在之前建立的基准[18]中，该指标已被证明

与人类视觉感知而非信号保真度高度相关。为了进行性能比

较，表 1 列出了 VVC、典型的端到端学习图像编码方法

（E2E） [19]、分层概念编码方法 （LCIC） [7]和语义先验模型

（SPM） [8]在 FFHQ[20]和 ADE20K[21]户外测试集中低比特率范围

内的率失真性能。结果表明，与基于信号的压缩方法相比，

概念编码方法能够在特定领域以极低的比特率获得更高的视

觉重构结果。此外，与 FFHQ 相比，LCIC 在更具挑战性的

ADE20K 内容上表现一般，而 FFHQ 包含大量面部语义区域。

相比之下，SPM 在具有不同语义区域和纹理的挑战性场景中

实现了重建质量的显著提高，验证了所提出的语义先验建模

机制的有效性。此外，在 ADE20K 室外测试集的 LPIPS 指标

上，VVC、SPM[8]和最新研究成果 CCL[16]的率失真曲线如图 5

所示。对比结果验证了应用一致性对比学习方法所带来的重

建质量的提高。大量实验表明，与之前的工作相比，概念图

像编码在高效视觉表征学习、高效图像压缩 （<0.1 bpp）、更

好的视觉重建质量以及智能视觉应用 （如控制和分析） 方面

都具有一定优势。

2 概念视频压缩

由于深度生成模型的强大功能，许多方法[15]将视频序列

映射为潜在表示，并通过生成网络实现低比特率压缩重构。

KONUKO 等[22]基于 FOMM 等图像动画模型[23]，开发了一种用

于视频会议的生成式压缩框架。WANG 等[24]也提出了一种用

于视频会议的说话人头部合成模型，通过自适应地从输入视

频中提取三维关键点，实现了与 H.264/AVC[25]相当的视频质

图 4 典型的概念图像编码图示

▼表 1 VVC、E2E[19]以及概念编码方法 LCIC[7]和 SPM[8]在 FFHQ 和 ADE20K 户
外测试集上的定量结果（LPIPS 为失真指标）

性能

VVC

E2E[13]

LCIC[8]

SPM[9]

数据集

FFHQ

比特率/
（bpp）

0.045

0.067

0.075

0.095

0.039

0.067

0.071

0.092

0.046

0.055

0.064

0.074

0.049

0.063

0.079

0.110

LPIPS
（10-2↓）

36.900

29.600

27.400

23.100

33.400

26.300

25.600

24.600

27.900

26.800

26.100

25.900

25.100

24.100

23.400

23.100

ADE20K

比特率/
（bpp）

0.035

0.040

0.047

0.055

0.016

0.026

0.035

0.052

0.036

0.046

0.053

0.061

0.015

0.018

0.025

0.036

LPIPS
（10-2↓）

58.300

56.300

54.000

51.700

62.800

60.200

53.300

49.800

54.300

52.000

50.900

50.300

31.000

29.400

28.100

27.800

E2E：端到端可学习图像编码方法
LCIC：分层概念编码方法
LPIPS：可学习感知图像块相似度

SPM：语义先验模型
VVC：多功能视频编码

纹理表示潜在域

结构表示潜在域

输入图像 解码图像
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量，而带宽只有后者的十分之一。然而，在极高的压缩比

（例如 1 000 倍） 下实现高视觉质量的视频压缩框架仍待

研究。

受近年来概念图像压缩的启发，DHVC[9] 首次尝试利用

分离的视觉表征进行极低码率的人体视频压缩，提出了概念

视频压缩方法。在编码端，输入视频序列被分解为结构和纹

理表示进行高效压缩。结构表示采用预先训练好的结构编码

器来估计每个帧的人体姿势关键点，与传统视频编解码器中

的运动矢量类似，计算每个关键点坐标的位移，作为两个帧

之间运动信息的特征。为了节省比特率，编码时只传输第一

帧的结构表示和后续帧的运动特征。纹理方面，纹理编码器

将第一帧提取为语义级纹理表示，用于表示输入视频序列的

纹理信息。为了确保所有帧的纹理一致性，引入对比学习[26]

来优化纹理表示。在解码端，结构表示通过迭代进行重建，

生成器根据纹理表示和结构表示还原视频。最后，引入纹理

表示的熵估计模型，与对比学习相结合，建立率失真优化的

端到端视频压缩框架，实现更有效的码率节省和更好的重建

效果。

如图 6 所示，人体的主要结构信息可以通过人体姿势关

键点有效地表示出来。结构编码器 Es 采用预先训练好的姿

态估计器[27]，提取每帧图像的结构信息作为紧凑的结构表

示。纹理编码器 Et 将图像帧提取为纹理表示。为了更好地

捕捉每帧图像的纹理细节，分解组件编码 （DCE） 模块[28]被

用来嵌入语义感知纹理表示。

为了确保同一视频中所有帧的纹理一致性，文献[26]在

训练纹理编码器 Et 时引入了对比学习。选择同一视频中的

帧作为正样本，其他视频的帧被视为负样本。此外，该框架图 5 SPM[8]、CCL[16]和 VVC 的率失真曲线

（a）SPM vs CCL

（b）VVC vs CCL

CCL：基于一致性对比学习的概念
编码方法

LPIPS：可学习感知图像块相似度

SPM：基于语义先验建模的概念编
码方法

VVC：多功能视频编码

图 6 概念视频压缩框架

AD：算数解码器     AE：算数编码器
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还提出了基于语义层面的对比学习，并利用公式 （1） 计算

语义级信息归一化交叉熵 （infoNCE） 损失[29]：

Lcst = -∑L
i = 1 log exp( ti·t-i /τ )

∑Q
j = 1exp( ti·t-ij /τ ) , （1）

其中，ti、t+i、t-i、τ、L和Q分别表示输入帧、同一视频中的

另一帧、不同视频中的其他帧、温度参数、图像语义区域数

量和负样本集的长度。这种技术使编码器既能利用正样本对

( t, t+ ) 的相似性，又能利用负样本对 ( t, t- ) 的不相似性。按照

MoCo[26]，使用一个队列来存储先前输入帧的负样本 t-i。这

样，该模块就能在小批次下高效地进行对比学习。

表 2 列出了在 Fashion 数据集和 TaichiHD 数据集上测试

LPIPS 和 DISTS 指标的平均结果。其中，VVC 和 ArtAni 方法

压缩的比特率略高于 DHVC[9]，但 DHVC[9]使用框架仍在超低

比特率下达到 LPIPS 和 DISTS 分数最低的性能，优于其他压

缩框架。此外，表 2 中的定量结果进一步验证了将对比学习

与压缩技术相结合可获得更好的视觉质量。总的来说，由于

DHVC[9] 将纹理和结构表征分离开来，因此与之前的方法相

比，DHVC[9] 实现了更高的视觉质量，从而产生了更清晰的

结果，保留了更多细节，如面部特征和复杂背景纹理等。

3 跨模态语义编码

概念压缩框架将视觉内容编码为从深度神经网络中提取

的潜在变量等表示形式，这些表示形式对人类来说不易理

解。人类可理解的表示形式，如文本、草图、语义图和属性

等，在各种应用中具有重要意义，比如语义监测和以人为中

心的应用。语义监测旨在监测语义信息，例如身份识别、人

流量或车流量，而不是原始信号或潜在变量。以人为中心的

应用旨在直接向人类用户传达视觉数据中蕴含的人类可理解

信息。因此，我们提出跨模态压缩 （CMC） [10]，旨在以超高

压缩比将高度冗余的视觉数据转化为紧凑的、人类可理解的

表示形式。

如图 7 所示，CMC 框架由 4 个子模块组成：CMC 编码

器、CMC 解码器、压缩域编码器和压缩域解码器。压缩过

程也包括 4 个步骤：首先，CMC 编码器将原始信号压缩成紧

凑的、人类可理解的图像表示；其次，压缩域编码器以无损

方式将图像表示编码为比特流；然后，压缩域解码器以无损

方式从比特流中重建图像表示；最后，CMC 解码器以语义

一致的方式从图像表示中重建信号。CMC 框架通过训练找

到一个紧凑的压缩域优化了比特率，并在 CMC 编码器和解

码器中保留语义以减小失真。

随着图像字幕技术[31]和文本引导图像生成技术[32]的发

展，从图像生成高质量文本和从文本生成高质量图像变得更

加可行。由此，我们建立了一个高效的图像-文本-图像的

▼表 2 视频压缩方法比较（其中，分数越低代表视觉质量越好，w/o c.
表示使用的模型不使用对比学习技术）

VVC

ArtAni

Proposed 
(w/o c.)

Proposed

Fashion[30]

LPIPS↓
0.268 7

0.177 7

0.110 9

0.102 8

DISTS↓
0.300 9

0.227 3

0.168 7

0.160 4

Taichi[23]

LPIPS↓
0.314 7

0.301 1

0.215 3

0.202 8

DISTS↓
0.270 9

0.249 1

0.220 6

0.198 7

DISTS：深度图像结构与纹理相似度
LPIPS：可学习感知图像块相似度

VVC：多功能视频编码

图 7 跨模态压缩框架示意图

CMC：跨模态压缩     LSTM：长短期记忆网络

输入图像

CMC编码器

CMC编码器

人类可理解的表征

“一只站在树枝上的
黄褐色的鸟”

无损压缩

CMC解码器

CMC解码器
解码图像

卷积网络

LSTMLSTM

卷积网络

“一只”

“鸟”

……

“黄褐色”

“一只”

“鸟”
……

“黄褐色”

……

……
………… ……
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CMC 范式，将图像压缩到文本域，而文本域具有通用性、

普遍性和人类可理解性的特征。具体来说，采用经典的

CNN-RNN 模型[31]作为 CMC 编码器将图像压缩为文本。其

中，CNN 以图像为输入，用于提取图像特征，并将提取到

的图像特征输入 RNN 以自动渐进的方式生成文本。哈夫曼

编码[33]可用作组合域压缩的编码器/解码器，以无损方式减

少文本的静态冗余。使用文本到图像的生成方面表现出色的

AttnGAN[32]作为 CMC 解码器，用于从文本重建图像。通过在

多个数据集上进行大量实验，CMC 框架的有效性得到了验

证。该模型以超高压缩比 （4 000~7 000 倍） 获得了令人鼓

舞的重构结果，显示出比广泛使用的 JPEG 基线[34]更好的压

缩性能。

4 结束语

智能视频编码发展快速，未来或可开发出更先进的模

型，进一步提高视觉信号的编码和表示效率。概念编码及跨

模态编码技术提高了对使用压缩数据的下游任务的支持能

力，开发了具有高度可解释性的潜在表征。通过使用这种表

征，未来有可能开发交互式编码技术，从而实现一系列新颖

的应用，如内容编辑和身临其境的交互，使其能够提供超越

传统视频压缩方法的多功能特性和功能，为压缩领域带来了

新的机遇。然而，智能视频编码领域也面临许多新的挑战，

包括：1） 数据安全性问题。智能视频编码从涉及信号信息

的网络中提取的潜在表示可用于重建整个视频流，但这种表

征没有加密，存在敏感信息泄露的风险。因此，可信和稳健

的编码网络设计在实际应用中发挥着核心作用。2） 模型泛

化能力问题。考虑智能视频编码的落地实施和部署，关键是

确定智能视频编码如何在实际应用领域得到应用，寻找到智

能视频编解码器可以满足多样化需求的应用场景。例如，一

些为户外场景训练的智能视频编解码器可能并不适合用于编

码面部图像。但在实际应用中，采用多个模型进行场景适应

是不切实际的。此外，推动智能视频编码标准与其他媒体数

据标准相协调，将有助于智能视频编码在实际领域 （例如移

动设备上的短视频和沉浸式媒体应用） 上应用的进程。3）

标准制定问题。为了使符合智能视频编码标准的终端和系统

能够无歧义地解码潜在表征，有必要通过定义适当的规则并

给其分配相应语法元素来实现标准化。在系统层面，结构、

语义和文本表征应由兼容的结构、语义或文本解码器正确解

析。同时，符合智能视频编码标准的网络应能理解和处理智

能模型层面的潜在表征含义。然而，如何可视化或分析高度

紧凑的潜在表示比特流，评估现有智能视频编解码器的语义

一致性是一项巨大的挑战。一些专业应用可能还需要对潜在

表示域进行限制或扩展。如何支持特定领域的扩展和专业

化，同时确保无歧义的一致性验证是一个关键问题，需要继

续研究和探索。
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