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摘要：探索了一种并行能力更强、具有更好兼容性的大语言模型（LLM）分布式推理范式。该范式专为弱算力、小显存环境设计。同时面向主

机内外差异带宽，设计了基于通信树的高效All-Reduce组通信技术；针对小显存集群，设计了细粒度的显存管理与调度技术。最后，基于这些

关键技术，构建了一套针对资源受限场景的LLM推理软件系统，旨在用数量有限的低资源设备，最大化能推理的LLM，同时通过优化通信策略

与计算调度加速分布式推理。实验证明，在应用上述技术后，本方案的首词元生成延迟降低 34%~61%，每秒生成词元吞吐量提升 52%~150%，

显存占用降低61%。

关键词：LLM分布式推理范式；资源受限场景；优化通信策略与计算调度

Abstract: A distributed inference paradigm for large language model (LLM) with stronger parallelism and better compatibility is explored, 
which is designed for weak computing power and small memory environments. Meanwhile, an efficient All-Reduce group communication 
technique based on communication tree is designed for the different bandwidths inside and outside the host, and a fine-grained memory 
management and scheduling technique is designed for small memory clusters. Finally, based on these key techniques, a set of LLM infer⁃
ence software system for resource-constrained scenarios is constructed, aiming to maximize the LLMs that can be inferenced with a lim⁃
ited number of low-resource devices, and at the same time accelerating the distributed inference by optimizing the communication strategy 
and computation scheduling. Experiments demonstrate that after applying the above techniques, the first lexical element generation latency 
is reduced by 34%~61%, the lexical element generation throughput per second is increased by 52%~150%, and the memory occupation is re⁃
duced by 61%.
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作为科技革命的核心，人工智能 （AI） 在计算机视觉和

自然语言处理等领域取得了重大进步。OpenAI 在 2022

年底发布的 ChatGPT[1]引领了大语言模型 （LLM） 时代，引

发了对人工智能技术潜力的广泛探讨。然而，在全球 AI 技

术竞争日益激烈和国际环境变化的背景下，高性能计算资源

变得更加珍贵，尤其是面对 AI 芯片出口的限制，中国 AI 技

术的独立发展变得迫在眉睫。由于存在技术鸿沟，中国 AI

硬件在短期内仍然面临着诸如弱算力、小显存和多机低互联

带宽的技术挑战。为推动大模型 AI 产业的发展，中国学术

界和工业界提出了在资源受限环境下进行 LLM 推理的策略。

通过整合中低端算力资源，该策略实现超大模型的高效运

行，既减少了对国外高端硬件的依赖，也为中小企业和教育

机构提供了低成本的推理与部署方案，促进了国产 AI 计算

卡的快速发展。因此，研究低资源环境下的 LLM 推理优化

技术，成为了推动中国 AI 发展“降本增效”的关键。

现 有 LLM 推 理 系 统 ， 如 DeepSpeed[2] 和 FasterTrans‐

former[3]，主要为强算力、高带宽、大显存的高性能智算中

心提供高效的 LLM 推理能力。但与高性能智算中心相比，
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在低资源条件下进行 LLM 推理仍存在一些不足。1） 单张计

算卡在算力和显存容量上面临明显限制。例如，NVIDIA 的

A100 和 H100 这类图形处理器 （GPU），在 FP16 运算性能上

比中国的寒武纪思元、燧原邃思领先逾 7 倍，显存容量超 5

倍。对于中国的 LLM 推理应用来说，计算效率和存储能力

成为了明显的瓶颈。2） 多主机间的通信带宽远小于主机内

的高速网络带宽。较大的模型不适合单张计算卡，需要依赖

多卡服务器集群以适应显存。这也使我们能够将上述的计算

成本和显存分摊到所有计算卡上，但代价是引入计算卡间通

信。而在中低端数据中心内，主机间的网络带宽普遍限制在

1~25 Gbit/s，与主机内可达 100 Gbit/s 的显存带宽和互联带宽

相距甚远。这使得多机间互联网络的通信效率成为制约分布

式推理性能的主要瓶颈。

此外，当前 LLM 主要采用 Transformer 架构[4]。它的主要

思想是通过自注意力机制获取序列的全局信息，并将这些信

息 通 过 网 络 层 进 行 传 递 。 区 别 于 传 统 的 卷 积 神 经 网 络

（CNN） 和循环神经网络 （RNN），Transformer 架构由于具有

多个独立的注意力头，因此不需要按照时间步骤进行计算，

具有更强的并行计算能力。为了实现最佳的性能和资源利用

率，现在很多研究致力于自动混合并行推理，包括 AlpaS‐

erve[5]、FlexFlow-Serve[6]和 SpotServe[7]等。这些框架能够将自

动搜索算法应用于 LLM 的推理过程，以确定最有效的并行

策略。然而，分布式推理面临的主要挑战之一是数据通信产

生了额外负担，因为这可能增加总体推理响应时间。尽管现

有策略优化了并行计算，但它们往往忽略了针对 Transformer

架构特有通信需求的优化，这可能导致在推理过程中出现更

加明显的延迟。

考虑到 Transformer 架构固有的内存密集型特性，高效的

显存管理仍然是 LLM 分布式推理中面临的首要挑战。ZeRO-

Offload[8]和 ZeRO-Infinity[9]支持内存卸载，将 GPU 的显存压

力分担到 CPU 甚至 NVMe 内存上，从而打破 GPU 的显存限

制。但此类方法需要所有计算卡间拥有高速连接，因此使用

场景将会受到很大的限制。

针对上述挑战，本文提出了适用于低资源集群的 LLM

分布式推理技术，实现用数量有限的低资源设备，最大化能

推理的 LLM，同时通过优化通信策略与计算调度来加速

推理。

1 问题与动机分析

由于 LLM 推理对设备算力和显存容量有较高要求，

Megatron-LM[10]通过张量并行将模型层，例如注意力、全连

接前馈网络 （FFN），从内部维度 （例如头部、隐藏层） 分

割成多个部分，并将每个层部署在单独的计算卡上。但这种

朴素的张量并行存在一个问题：自注意力的输出必须通过

LayerNorm 才能输入到 FFN 中进行计算。LayerNorm 的正确性

依赖于所有计算卡的自注意力结果，这是因为单卡结果无法

确保其准确性。为此，Megatron-LM 提出 Reduce+Layer‐

Norm+Broadcast 算子，即计算卡完成自注意力输出后，先聚

合 （Reduce） 到 一 卡 执 行 LayerNorm， 再 将 结 果 广 播

（Broadcast） 回各卡继续多层感知机 （MLP） 计算。虽然该

算子解决了 LayerNorm 层的并行问题，但它仍依赖单卡执行

Reduce、LayerNorm 及 Broadcast。一方面，这种中心化的计

算与通信算子会遭遇单点瓶颈；另一方面，这种算子的适用

通信原语局限于 Reduce 和 Broadcast，与诸多经典的 All-

Reduce 通信库及其高效的 All-Reduce 原语实现 （如 Ring、

Three-Phase Ring 等） 均不兼容。

由于典型数据中心的分层网络结构限制了跨主机带宽，

All-Reduce 的性能也会受阻。大规模 LLM 推理需要多主机合

作以满足算力和显存要求。尽管单机多卡间可通过 NVLink

和高速串行计算机扩展总线标准 （PCIe） 实现高速通信，但

各主机通常按机架分组并连接至架顶式 （ToR） 交换机。其

中，机架内各主机通过 1~25 Gbit/s 的完整链路平分带宽进行

互联，这限制了多主机间 All-Reduce 的通信效率。相关研究

集中于优化模型训练阶段的 All-Reduce 通信，通过探测网络

结构并制定分层聚合策略以适应网络变化，从而解决长期通

信不平衡问题，但这并不完全适用于推理阶段。与训练不

同，推理尤其是在线推理的持续时间较短，其核心目标是实

现低延迟和高吞吐。因此，推理阶段更需针对带宽差异引致

的通信瓶颈进行优化。

此外，为了实现用数量有限的低资源设备最大化能推理

的 LLM，同时考虑到 Transformer 架构固有内存密集性，高效

的显存管理仍然是 LLM 分布式推理中面临的首要挑战。现

有推理系统[3-11]基于高性能智算中心开发了一系列内存卸载

技术，例如：通过频繁通信实现了 GPU 显存负载转移至

CPU 或 NVMe 存储，有效突破显存限制。然而，这些推理系

统往往沿用了为训练阶段设计的卸载技术[8-9,12-14]，直接应用

于资源受限的分布式推理可能不理想。因为这些技术在资源

受限环境下可能导致对更多计算卡和高并行度的依赖，增加

通信复杂性，并且主机间的低带宽难以支持这种强度的通

信。同时，这些技术忽略了生成推理的特殊计算属性，未能

利用面向吞吐量的 LLM 推理计算的结构，并错过了有效调

度输入输出 （I/O） 流量的绝佳机会。这些先前的工作促使

我们设计一套适用于低资源集群的 LLM 分布式推理技术方

案。该方案引入了一种高兼容的分布式推理范式，同时特别
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关注主机内外带宽差异以及如何最大化 LLM 推理的潜力。

在本文中，我们研究了一种面向弱算力、小显存的高兼

容的分布式推理范式。该范式能支持 All-Reduce 通信原语。

具体而言，我们揭示了在进入非线性层之前，LayerNorm 和

Broadcast 两个操作是可交换的。基于此我们提出了一个创新

方 案 ： 将 传 统 的 Reduce+LayerNorm+Broadcast 算 子 简 化 为

All-Reduce+LayerNorm 算子。这一新范式旨在全面支持 All-

Reduce 通信原语，使之能在不同场景中利用多样化的通信

库来实现高效的分布式推理。

在中低端数据中心内机架规模下涉及跨主机的 All-

Reduce 通信时，分布式推理低带宽网络会带来明显的性能

瓶颈问题。为解决这一问题，我们提出了一种面向主机内外

差异带宽的高性能 All-Reduce 通信算法。具体来说，我们根

据主机内和机架内带宽特点的差异性，实现基于通信树的高

效 All-Reduce 组通信库，有效组织分布式推理的中间计算结

果聚合与分发，从而减少跨主机通信并充分利用内部高速

带宽。

此外，我们还探索了面向 LLM、小显存集群的显存管理

与调度，旨在低资源环境中实现更大规模与更高效的 LLM

推理。我们采用了动态调度模型参数的方法，包括及时回收

未使用的参数空间以减少显存占用，并预加载即将使用的参

数以消除轮次间的等待时间，从而无缝加速推理过程。这种

策略通过细粒度控制显存的使用，降低了峰值显存需求，即

使在显存有限的硬件条件下也能高效地执行大规模模型推

理，在确保推理性能的同时提高硬件资源的使用效率和成本

效益。

为了实现上述想法，一些技术难题仍需要解决：

难题 1：如何保证本文提出的范式在保持理论计算正确

性的同时，与现有张量并行范式具有等价的推理计算效率和

资源消耗。

难题 2：如何保证本文提出的分层聚合算法在理论计算

结果正确的前提下，最大限度地减少由机架内带宽的低带宽

网络引起的通信开销。

难题 3：基于新型分布式训练范式，如何精准把控推理

过程中所需的模型参数在显存中的加载和卸载时机，即明确

何时将这些相关数据载入显存以进行有效的计算，以及何时

将其从显存中移除以优化资源使用。

2 方案设计

2.1 面向弱算力、小显存的高兼容的分布式推理范式

Megatron-LM 采用张量并行来应对大规模模型对高算力

和大显存的强依赖，并通过引入 Reduce+LayerNorm+Broad‐

cast 算子确保计算的准确性。然而，这种中心化的并行范式

存 在 单 点 瓶 颈 ， 并 且 不 支 持 如 信 息 传 递 接 口 （MPI）、

NVIDIA 集合通信库 （NCCL） 等主流 All-Reduce 通信库，影

响了其兼容性和效率。为此，我们研究了一种兼容性更好的

张量并行范式。该范式能支持 All-Reduce 通信原语，使之能

在不同场景中利用多样化的通信库来实现高效的分布式推

理，并且与现有张量并行范式一样具有等价的推理计算效率

和显存消耗。具体如图 1 所示，在进入 MLP 之前 LayerNorm

和 Broadcast 两个操作是可交换的。基于这一关键发现，本

文 提 出 将 Reduce+LayerNorm+Broadcast 算 子 合 并 为 All-

Reduce+LayerNorm 算子。接下来，我们将从理论正确性和资

图 1 面向弱算力、小显存的高兼容分布式推理范式示意图
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源消耗两个维度来深入分析这一新算子的性能。

在计算结果理论正确性方面，该推理范式先在单个计算

卡上对 Reduce 后数据进行 LayerNorm，再将结果 Broadcast 给

其他计算卡。这与先将 Reduce 后的结果 Broadcast 给其他计

算卡，再在各计算卡上分别进行 LayerNorm，计算得到的结

果等价。而在资源消耗方面，All-Reduce+LayerNorm 算子不

会牺牲显存，因为中间结果 Z 通过各计算卡并行 LayerNorm

操作。得到 Z'之后，LayerNorm 产生的临时变量立即被释放。

因此，这种方法主要影响峰值显存使用而非总显存。

总的来说，我们提出一种高兼容的分布式推理范式，该

范式将 Reduce+LayerNorm+Broadcast 算子合并为 All-Reduce+

LayerNorm 算子，在确保计算结果理论正确性、资源消耗等

价的前提下，统一 LLM 张量并行范式的通信原语为 All-

Reduce。一方面，我们可以根据实际环境，灵活使用 MPI、

Gloo、NCCL、Hovorod、PS 等第三方通信库 （或自研通信

库） 来满足个性化的推理需求；另一方面，All-Reduce 原语

的执行效率比分别执行 Reduce 和 Broadcast 原语更高，具有

更宽阔的通信优化空间。

2.2 面向主机内外差异带宽的高性能All-Reduce通信算法

当前基于 All-Reduce 的通信优化研究主要集中在缓解模

型训练阶段的长期通信不平衡问题。然而，在追求低延迟和

高吞吐的推理阶段，跨主机 All-Reduce 通信中低带宽网络引

发的瓶颈问题更值得关注。如图 2 所示，数据中心的分层拓

扑结构将机器分至机架并连接至 ToR 交换机，以保障机架内

主机间共享完整链路带宽。但带宽通常局限于 1~25 Gbit/s，

这与主机内多卡间上百 Gbit/s 的高速通信相距甚远[15]。为此

我们开发了一种基于通信树的高效 All-Reduce 组通信库，以

减少跨主机通信并充分利用内部高速带宽。具体来说，对于

一次推理任务，当需要进行 All-Reduce 操作时，通信树的构

造过程如下：

首先在各主机内部选出性能最优的计算节点作为本地主

节点 （LM），用于本地聚合。所有主机中的 LM 之一被选为

全局聚合的全局主控 （GM）。通信树的通信按照以下 4 个步

骤完成：

1） 每个计算节点将自己的局部计算结果发送到各自的

LM （仅限主机内推理流量）；

2） 所有的 LM 将本地聚合结果发送至 GM 以进行全局聚

合 （仅主机间流量）；

3） GM 完成全局聚合，然后使用反向路由将全局聚合

结果传播回 LM；

4） LM 将全局聚合块扇出到所有计算节点。

与朴素 All-Reduce 主机间通信次数相比，采用通信树策

略后，主机间的 All-Reduce 通信次数降为仅需主机的数量-1

次。可以看到，本方案充分利用了数据中心网络的结构特

点，通过优化内部节点的通信路径，有效管理推理中间结果

的聚合和分发过程，从而大幅度降低了主机间的通信频率和

通信延迟，提高了整体推理效率。

2.3 面向LLM、小显存集群的显存管理与调度

尽管针对 LLM 的内存卸载技术在高性能计算中心依然

有效，但这些主要为训练而设计的技术在资源受限的分布式

推理场景中应用可能不理想。它们可能增加对计算资源的依

赖，加重通信负担，同时忽略了推理特有的计算需求和优化

吞吐量的机会。通常来讲，LLM

推理包含预填充和解码两阶段。

其中，预填充阶段并行处理输入，

解码阶段依赖之前所有 tokens 信息

生成新 tokens。为提高效率，现有

工作提出将这些信息以键 （K） 和

值 （V） 的形式缓存于显存中，大

大减少了重复计算次数。但随着

对长序列推理的需求不断增长，

与模型权重和其他激活所需的工

作空间相比，KV 缓存的显存占用

成为主要优化目标。

为解决这个问题，我们开发

了一套针对 LLM 和小显存集群的

细粒度显存管理与调度机制，目

GM：全局主节点     GPU：图形处理器     LM：本地主节点     ToR：架顶式

图 2 通信树工作流程示意图

机架1

主机 1 主机 2

节点1

节点2

节点3

节点4

GPU 0 GPU 1

LM

GPU 2 GPU 3

LM&GM

节点5

节点6

节点7

节点8

ToR 交换机

通信树的分层聚合： 主机内聚合 机架内主机间聚合

2
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的是在资源受限的环境下，实现更大规模的 LLM 推理。其

中，这一机制包含两个核心模块：最小化显存占用机制和预

加载机制。通过将 Transformer 模型的每个 Layer 视为独立状

态，并将参数分散到不同 GPU 上，最小化显存占用机制确

保每个计算单元仅保留当前必需的参数片段，大幅降低了总

体显存需求。同时，预加载机制能在当前计算进行前加载下

一步所需的参数，有效消除了推理过程中的等待时间，进一

步提升了推理效率。这两个模块的协同工作，使得我们的显

存管理策略能够在减少资源消耗的同时保证模型推理的连续

性和吞吐。

1） 最小化显存占用机制

已知 Transformer 模型由多个 Layer 串连而成，我们将每

个 Layer 视为一个独立状态，同时，根据新型分布式推理范

式将每个 Layer 中的参数切分为不同的部分。每个 GPU 仅维

护对应的部分。对于特定的推理计算，用 b 表示批量大小，

s 表示输入序列长度，n 表示输出序列长度，h 表示隐藏维

度，L 表示 Transformer 层数，a 表示 attention heads。考虑有

N 个 GPU 执 行 推 理 。 对 于 batch X， GPUn 处 理 Layer 1 到

Layer L 的 sn1~sn2 参数片段，包括 an1~an2 注意力头和相应的

MLP 参数切片。针对 batch X 中的某个 prompt 生成一个词元

过程，具体的显存管理与调度流程如图 3 所示。

显存管理与计算线程并行运行，前者负责模型参数在显

存与内存间的调度，后者执行GPU上的张量并行计算。在推

理的每个步骤 i中，系统识别 Layer (i) 作为当前的活动状态。

对于 GPUn，其计算线程专注于执行 Layer (i) 内部特定的 s1~s2
参数切片的计算任务。与此同时，显存管理线程负责从显存

中卸载掉之前步骤 Layer (i - 1) 的 s1~s2 参数切片和对应注意

力头的 KV 缓存。与传统方法相比，显存需完整存储模型参

数及 KV 缓存。本策略确保计算卡在任一时刻仅保留必要的

参数，从而在资源受限的环境中实现更大规模的模型推理。

2） 预加载机制

然而，上述的串行计算存在一个明显的缺陷：在完成

Layer (i) 的计算后，推理过程需等待 Layer (i + 1) 的参数加载

至显存，这显著降低了推理效率。因此，我们引入了预加载

机制，允许显存管理线程在 Layer (i) 计算进行时，提前将

Layer (i + 1) 的 s1~s2 参数切片和对应注意力头的 KV 缓存从内

存预加载至显存。该机制使用少量的显存，消除了计算停

滞，保障了推理流程的无缝衔接。

3） 支撑的模型范围对比分析

在资源受限条件下，通过上述细粒度的显存管理与调

度，这套范式理论上可以支撑多大的模型？考虑 fp16 中的

GPT3-175B 模型 （L=96，h=12 288），峰值时存储 KV 缓存的

总字节数为 4×b×h×(s+n)。模型所需的总显存为 350 GB，

存储 KV 缓存所需的总显存为 816 GB （其中，b=16，s=512，

n=32），总显存需求约为 1 166 GB，平均每层需要 12 GB 显

存。在四卡系统中，每卡理论上承担 3 GB，即使考虑额外

的缓冲和预加载空间，每卡的显存使用也不会超过 6 GB。

相比之下，传统 GPU-only 方案每卡需承担 290 GB。因此，

我们的方法可以推理比 GPU-only 的解决方案大 48 倍的模型

（每卡承担 6 GB 与 290 GB），超越 DeepSpeed Inference 的 25

倍[3]。这表明我们所提方法在模型扩展性方面具有优越性。

总的来说，此方法在保证推理性能的基础上，通过细粒

度管理与调度显存，在显存受限

的硬件环境中也能高效推理更大

规模的模型，极大提高了硬件资

源的利用率和成本效益。

3 实验评估

本节我们将围绕两个方面来

评估所提方案的性能：1） 对首词

元生成延迟的降低以及每秒生成

词元吞吐量的提升效果；2） 量化

本 系 统 显 存 管 理 与 调 度 机 制 的

优势。

3.1 实验平台设置

在 构 建 系 统 时 ， 我 们 选 用图 3 细粒度的显存管理与调度流程图

GPU：图形处理器
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PyTorch[16]作为核心框架。在计算方面，我们重新设计了分

布式推理的架构，并实现了精细的显存管理及调度策略。在

通信层面上，我们依托 PyTorch-DDP，打造了一种基于通信

树的高效 All-Reduce 集群通信机制。我们在两台配置有双

Intel(R) Xeon(R) E5-2678 v3 CPU、4 块 NVIDIA RTX 2080TI 

GPU、128 GB 系统内存及 44 GB 总显存的主机上开展实验。

主机间通过 1 GB 网络带宽互联。实验采用 Meta AI 发布的

LLaMA-3B。表 2 展示了默认的超参数配置。

3.2 延迟和吞吐量

我 们 选 择 基 于 分 布 式 数 据 并 行 （DDP） 的 原 生 All-

Reduce 作 为 Benchmark， 采 用 参 数 服 务 器 （PS） 架 构 。

worker 节点通过采用“星形”拓扑结构进行通信，即多个

worker 直接与中心服务器进行数据交换。

我们首先对 Benchmark 和本方案在首词元生成延迟及每

秒生成词元吞吐量方面进行了比较测试。其中，首词元生成

延迟涵盖模型处理输入并自回归生成下一词元的计算及通信

延迟，每秒生成词元吞吐量用每秒可以处理的词元数来衡

量。如图 4 所示，我们测试了不同的输入词元数。相比于

Benchmark，本方案的首词元生成延迟降低 34%~61%，每秒

生成词元吞吐量提升 52%~150%。这证明了上述技术的有

效性。

3.3 显存占用

为评估本方案的显存管理与调度效能，我们比较了启用

与未启用本显存管理方案时，首词元生成阶段节点的峰值显

存占用情况。图 5 展示当输入词元数量增加时节点显存占用

的线性增长趋势。与未启用显存管理相比，本方案的显存占

用降低 61%。这也验证了 2.3 节中的分析。

4 结束语

在面对全球竞争和资源限制的挑战下，我们提出了一种

适应弱算力及小显存环境的分布式 LLM 推理架构。同时通

▼表 2 LLaMA-3B 模型默认超参数设置

变量名

注意力机制中的头数

批量大小

隐藏层的维度大小

模型中的层数

序列长度

词汇表的大小

符号

Natten_heads
Bsize
Hmodel
Nlayers

seq_len
vocab_size

值

32

32

3 200

26

2 048

32 000

图 4 不同方案下延迟和吞吐量对比

图 5 显存管理对节点显存占用的影响

（a） 首词元生成延迟 （b） 每秒生成词元吞吐量
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过独创的适应性通信策略和显存管理方案，我们有效克服了

带宽和显存限制，构建了一个高效推理框架，使得有限资源

下的 LLM 推理成为可能。此项成果推进了中国 AI 的自主发

展，为中国 AI 产业的发展和全球技术多样性贡献了重要

力量。
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