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摘要：预训练模型主要从海量未标注、无结构化的数据中学习，但缺少外部知识指导，存在模型学习效率不高、模型效果不佳和知识推理能力

受限等不足。如何在预训练模型中引入语言知识、世界知识等外部知识，提升模型效果以及知识记忆和推理能力是一个难题。本文从不同类型

知识的引入、融合知识的方法、缓解知识遗忘的方法等角度，介绍知识增强预训练模型的发展，并以知识增强预训练模型百度文心为例，详细

探讨知识增强预训练模型的原理和应用。
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Abstract: Pre-trained models can automatically learn from massive unmarked and unstructured data. Nevertheless, the lack of guidance
from external knowledge has dramatically hindered the learning efficiency，model effect，and reasoning capacity. There are still challenges
in incorporating external supervision such as linguistics and world knowledge to improve pre-trained models’ ability of knowledge memori⁃
zation and reasoning. This paper provides a comprehensive review of knowledge-enhanced pre-trained models from various perspectives,
such as multi-source knowledge incorporation, knowledge fusion, and knowledge forgetting alleviation. Here we take Baidu ERNIE as an ex⁃
ample to describe the principles and applications of knowledge-enhanced pre-trained models.
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自然语言处理中的预训练模型与语言模型的建立密切相

关。语言模型是自然语言处理的一个重要分支。早期

的语言模型能够对由单词组成的文本序列进行概率建模[1-2]，

并计算句子的联合概率。该模型技术被广泛应用于自然语言

处理任务中，例如语音识别[3]、机器翻译[4]等。

2003年，随着深度学习技术的发展，Y. BENGIO等提出

神经网络语言模型NNLM[5]。该模型被用来学习词的分布式

表示以解决词表示的维数灾难问题。2013年，词表示训练

技术Word2Vec[6]被提出。该技术可使用词的上下文来对当前

词进行建模，从而学习单词的分布式向量表示。随后，一系

列词表示技术如雨后春笋般涌现，例如基于词汇共现矩阵的

GloVe[7]、基于字符级别N-Gram的FastText[8]等。词表示技术

的提出是深度学习在自然语言处理方向应用的一座里程碑。

这种技术极大地加速了自然语言处理领域的发展进程。

由于Word2Vec[6]词表示技术仅能将语言中的词语映射到

一个静态的、与上下文无关的语义表示空间上，因此该技术

无法解决语言中的一词多义问题。2018年，ELMo模型[9]采

用了双向长短期记忆（LSTM）网络对文本序列的上下文进

行建模。该模型能够将双向语言模型中的不同层表示进行融

合，并计算上下文相关的词表示，在一定程度上解决了一词

多义问题。紧接着，BERT模型[10]使用双向Transformer 网

络[11]对文本序列进行建模，并采用预训练-微调方法一举刷

新众多自然语言理解任务的基准纪录。预训练模型技术的成

熟进一步推动了自然语言处理的发展。

与传统监督学习方法不同，基于自监督学习方法的预训

练-微调首先对大规模无标注数据进行学习，然后再对小规

模任务标注数据进行微调，如图1所示。由于能同时对未标

注文本和标注文本进行学习，预训练-微调方法取得了远超

传统监督学习的效果，并且显著缩小了任务标注数据的规

模[10,12]。因此，预训练-微调方法逐渐成为自然语言处理领

域的应用范式。近期，基于超大规模预训练模型的预训练-

提示方法[13]取得了能够与预训练-微调方法相媲美的效果，

并逐渐成为自然语言处理领域的又一范式。该方法可将下游

任务改造为自然语言表达形式，使下游任务的建模形式更接

近预训练模型的学习过程，从而挖掘出预训练模型强大的零

样本和小样本学习能力。

得益于深度学习技术和硬件算力的飞速发展，以

BERT[10]、GPT-3[12]、ERNIE 3.0[14]为代表的预训练语言模型
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在自然语言理解、语言生成、机器翻译、人机对话等领域取

得了突破性进展。预训练模型的出现使得人们对自然语言处

理领域的研究重点从过去的结构工程转移到目标工程上，即

从设计不同的网络结构并引入相应的归纳偏置，转移到基于

统一的Transformer模型来设计启发式的预训练目标。预训练

模型凭借自监督学习方法和预训练-微调应用方法，已逐步

占据自然语言处理领域的主导地位。

当前的预训练模型主要依赖大量无结构化数据的学习。

由于缺少外部知识指导，这些模型存在学习效率不高、模型

效果不佳和知识推理能力受限等问题。因此，如何使用知识

来增强预训练模型的表示能力，是预训练模型研究和应用的

难点之一。目前，主流的知识增强预训练模型主要分为两

类。一类模型可通过弱监督方法，对文本中蕴含的知识进行

标注，然后设计知识类预训练任务，以便对文本中的知识进

行学习。例如，ERNIE 1.0[15]通过对数据中的短语和实体进

行标注并掩码，来学习文本中的知识。文献[16]对实体知识

进行替换，使语言模型能够根据上下文信息对知识图谱中的

实体和关系进行推断，从而加强对文本序列知识的学习。另

一类模型可对构建好的结构化知识库和无结构化文本进行联

合预训练学习，例如K-BERT[17]、CoLAKE[18]和ERNIE 3.0[14]。

通过对结构化知识和海量无结构化数据的联合学习，知识增

强的预训练模型可以很好地提升知识记忆能力和推理

能力[14]。

1 3种知识增强预训练模型

根据融合知识的类型和作用，本文将预训练模型分为3

类：融合语言知识的预训练模型、融合世界知识的预训练模

型和融合领域知识的预训练模型。

1.1 融合语言知识的预训练模型

语言知识是理解自然语言的基础，主要包含词法知识、

句法结构知识、语义知识等。预训练模型对语言知识的融合

方法有两种：一种是通过自动标记无标注文本中的语言知识

来指导预训练模型的学习，另外一种是融合人工构建的语言

知识库。ERNIE-Gram[19]通过构建基于N-Gram的多粒度掩

码语言模型，可同时学习N-Gram内部和N-Gram之间的语

义关系，使模型能够同时捕获细粒度和粗粒度语言知识，显

著提升了模型的语义表示能力。除了融合语言粒度知识外，

也有工作研究如何学习句子中的语义关系。通过在预训练的

过程中对指代消解进行建模，CorefBERT[20]增强了模型对语

义知识的学习能力。其中，“指代”是自然语言表达中的常

见现象。基于在一段文本中多次出现的命名实体是同一个事

物的假设，CorefBERT提出提及指代预测算法。通过预测文

本中被掩盖的、重复出现的命名实体，该算法提升了模型对

指代关系的建模能力。

上述方法主要对无标注数据中蕴含的人类知识进行标

注，让模型通过学习标注信息来融合语言知识。此外，也有

研究将人工构建的语言知识库融合到预训练模型中。其中，

WordNet[21]和HowNet[22]是具有代表性的语言知识库。这些知

识库含有丰富的语言知识。以WordNet为例，它将不同词性

的单词各自组成一个同义词集合。每个同义词集合各表示一

个基本的语义概念。WordNet利用语义关系将这些集合连接

成网络。其中，每个词语均有对应的解释和例句。Sense‐

BERT[23]融合了WordNet中的超义等概念知识。通过还原被

掩盖的词并预测其对应的超义，该模型可以显式学习词语在

给定语境下的语义信息。SenseBERT在词义消歧等任务上的

效果取得了显著提升。LIBERT[24]利用WordNet中词语与词语

间的同义关系和上下位关系设计了词汇关系分类预训练任务

过程，增强了预训练模型对语义信息的建模能力，在大部分

自然语言处理任务上的效果均有提升。

1.2 融合世界知识的预训练模型

人类在认识世界的过程中产生了大量的世界知识。其

中，部分知识可以利用实体以及实体之间的关系进行描述，

比如“安徒生”创作了“《夜莺》”。研究者通过知识图

谱[25]来表达这些世界知识。在知识图谱中，实体表示网络中

的一个节点，实体间的关系则表示对应节点间的边。利用知

识图谱存储世界知识，并让模型显式学习人类对世界的认

图1 传统监督学习（上）与预训练-微调（下）的对比

特定任务
标注数据

1.监督学习 2.预测

1.预训练

2.微调 3.预测

传统模型 下游任务

下游任务

特定任务
标注数据

无标注数据
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知，是融合世界知识的预训练模型采用的重要方法。

KEPLER[26]将预训练上下文编码器与知识模型相结合，使得

预训练模型不仅可以将图谱三元组中的事实知识更好地融合

到模型中，而且还可以通过丰富的实体描述，有效地学习实

体和关系的知识表示。不同于KEPLER，有的模型将语言和

知识进行统一表示。CoLAKE[18]将文本序列视为一个全链接

的词图，并以每个实体为锚点，将文本中实体所对应的知识

图谱中的子图进行连接，以构成一个同时包含词语、实体和

关系的词语-知识图。通过学习词语-知识图，模型能够同

时融合训练语料中的语言知识和图谱中的世界知识。然而，

CoLAKE主要侧重实体在知识图谱中的建模，却忽视了实体

在训练语料中的表述。为此，ERNIE 3.0[14]提出知识图谱与

文本平行预训练的方法，使用文本来表述知识。ERNIE 3.0

突破了异构结构化知识表示与无结构文本表示难以统一建模

的瓶颈。

1.3 融合领域知识的预训练模型

人工智能行业应用存在着丰富的、由众多行业专家积累

的专业知识。当前的预训练模型主要依赖互联网数据进行训

练。数据中缺乏行业相关的领域知识，导致预训练模型在专

业领域的自然语言处理任务上的表现不佳。以医疗领域为

例，CBLUE[27]的应用表明，通用预训练模型处理该类任务的

效果差于人类。为了增强预训练模型在专业领域的应用效

果，研究者们对如何将领域知识融入到预训练模型进行了探

索。BioBERT[28]是一个生物医学领域的预训练模型。实验表

明，在生物医学语料库上的预训练可以显著提高模型在生物

医疗领域任务上的性能。针对领域知识的预训练方法，

ERNIE-Health利用医疗实体掩码算法对专业术语等实体知

识进行学习。同时，通过医疗问答匹配任务，该模型能对病

状描述与医生专业治疗方案的对应关系进行学习，可获得医

疗实体知识之间的内在联系，在包含医学信息抽取、医学术

语归一化等中文医疗文本处理任务上的效果取得了显著提

升。进一步地，结合世界知识和领域知识的学习方法，

BERT-MK[29]基于医疗知识图谱的子图进行学习，提高了预

训练模型在医疗领域任务上的应用效果。

为了充分地融合领域知识，以FLAN[30]、ExT5[31]和T0[32]

为代表的模型分别收集了60、107、171个领域的任务数据，

并针对每项任务设计了任务模板。将多种多样的任务转化为

由文本至文本生成的统一格式，使模型在预训练阶段就能融

合并使用多领域、多任务的知识，可显著提高模型的通用能

力与泛化性能。PPT[33]延续了将多种任务通过模板转化为统

一格式的方式，在预训练阶段就可对连续提示词进行领域知

识的学习，提升了模型在训练样本匮乏的下游任务上的少样

本迁移能力。

知识增强预训练模型通过融合多种类型的外部知识来显

著提升自身性能。然而，在学习知识的过程中，模型通常存

在知识遗忘问题，即在学习新的知识后会忘记之前学过的知

识。因此，如何解决知识遗忘问题显得非常重要。为了避免

知识遗忘，ERNIE 2.0[34]构建了持续预训练的框架。在该框

架下，每当引入新任务时，该框架可在学习该任务的同时仍

记住之前学过的知识。此外，K-ADAPTER[35]通过不同的适

配器来学习世界知识和语言知识。在下游任务中，该方法能

够将不同适配器产生的特征表示进行拼接，并生成同时具有

各种知识的表示，从而将多种知识同时应用到任务中，有效

解决了知识遗忘问题。

2 文心知识增强预训练模型

本文中，我们将以百度文心（ERNIE）知识增强预训练

模型为例，详细阐述知识增强预训练模型的模型结构、知识

融合方法，以及该模型在知识增强跨语言预训练模型、知识

增强跨模态预训练模型上的扩展。文心是最早探索预训练模

型融入知识的工作[15]之一，并在文献[14]和文献[34]等工作中

逐步迭代。其中，最新的ERNIE 3.0 Titan模型[36]使用2 600

亿个参数，在海量的未标注文本数据和大规模知识图谱中持

续学习，突破了多源异构数据难以统一表示与学习的瓶颈，

在60余项任务上的表现是最好的。

2.1 模型结构

文心使用了一种通用语义表示与任务语义表示相结合的

模型框架，如图2所示。该框架融合了自编码和自回归等不

同的任务语义表示网络。因此，文心既可以同时完成语言理

解和语言生成任务，又能进行无标注数据的零样本学习和有

标注数据的微调训练。该模型结构共包括两层：第1层是通

用语义表示网络，该网络主要学习数据中的基础知识和通用

知识；第2层是任务语义表示网络，该网络可基于通用语义

表示来学习与任务相关的知识。不同任务语义表示网络可通

过自编码结构或者自回归结构来实现。底层共享有助于这些

任务语义表示网络实现交互和增强。在学习过程中，任务语

义表示网络只学习对应类别的预训练任务，而通用语义表示

网络则学习所有的预训练任务。

文心将Transformer[11]作为基础的模型结构，通过多层统

一的自注意力机制，采用并行计算的方式来获得词与词之间

的关系权重，并根据所得到的权重来生成每个词在整段语义

单元的动态词表示。为了增强模型对长距离语义知识的建模
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能力，文心引入了递归性记忆单元[37]，并在此基础上形成了

一种增强记忆力机制[38]，使模型能够对超长文本进行建模。

2.2 持续学习方法

ERNIE 2.0[34]拥有一种持续学习的预训练框架，可增量

学习海量数据中的知识，持续提升语义理解效果。如图3所

示，知识可通过预训练任务的形式加入训练框架。每当引入

新的预训练任务时，该框架可在学习新任务的同时学习之前

的任务。新任务与旧任务之间通过多任务进行学习可避免知

识遗忘。基于该框架，模型可以快速学习词法、结构、语义

层面的语言知识、实体-关系世界知识等。模型的通用能力

可得到大幅提升。ERNIE 2.0将这种学习方式与传统的持续

学习及多任务学习进行对比，结果证明了该方法的有效性。

2.3 知识融合方法

2.3.1 语言知识融合方法

ERNIE 1.0[15]模型提出了知识增强的预训练方法，即知

识掩码预训练方法。该模型通过对海量数据中的字、词、实

体等不同语言单元和知识进行建模，来学习不同粒度语言知

识的完整语义。图4给出了传统预训练模型和ERNIE 1.0学

习方法的对比。在预测还原过程中，传统预训练模型通过诸

如“哈尔滨”“黑龙江”等短距离固定记忆对被掩码的字进

行还原，难以学习到“哈尔滨”“黑龙江”等命名实体的完

整语义。而在ERNIE 1.0的学习过程中，只有学习到“哈尔

滨” “黑龙江”等命名实体的关系，“哈尔滨”这一命名实

体的属性才能正确预测被掩盖的知识。ERNIE 1.0本身可基

于字特征输入完成建模，在应用时不需要依赖其他信息，具

有很强的通用性和可扩展性。例如，在对红色、绿色、蓝色

等表示颜色的词语进行建模时，ERNIE 1.0通过相同字的语

义组合可以学习词之间的语义关系。

在语义知识融合方面，短句中的连词往往准确地表示了

它们的细分逻辑语义关系。例如，在“因为人们的滥砍乱

伐，所以今年以来洪涝不断”中，“人们的滥砍乱伐”和

“近年来洪涝不断”就是因果关系；“尽管风雨交加，但是同

学们还是坚持按时到校上课”中的“风雨交加”和“同学们

还是坚持按时到校上课”之间就是转折关系。为了能够实现

短句间的逻辑关系建模，文心构建了逻辑关系知识：首先将

具有逻辑关系的句子挖掘出来，然后再将句子中的连词去

掉，最后让模型进行无监督的逻辑关系分类。

2.3.2 世界知识融合方法

ERNIE 3.0在引入蕴含丰富世界知识的大规模知识图谱

图2 文心模型结构

各行各业应用

微调小样本学习零样本学习

自然语言理解网络 自然语言生成网络

任务
语义表示

通用
语义表示

持续
学习

大规模文本数据 大规模知识图谱

Embedding

Transformer block 1

Transformer block k

Transformer block n

Transformer block k+1

Transformer block n

Transformer block k+1

图3 文心模型中的持续学习语义理解框架

传统模型的掩码预训练

尔 黑 国 雪

Transformer

语文匹配 阅读理解 情感分析 自然语言解析 ……

持续学习

多任务学习自监督学习任务构建

任务1 任务2 任务N……

数据 知识

任务1 任务2

任务1

任务1 任务2 任务3

任务1 任务2 任务3 任务N……

模型

任务1 …… 任务2 任务1

知识增强的掩码预训练

哈 M 滨 是 M 龙 江 的 省 会 ， M 际 冰 M 文 化 名 城

Transformer

M M M 是 黑 龙 江 的 省 会 ， 国 际 M M 文 化 名 城

哈 尔 滨 冰 雪

哈尔滨是黑龙江的省会，国际冰雪文化名城

图4 文心语言知识学习方法
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后，实现了海量无监督文本与大规模知识图谱的平行预训

练。以图5为例，ERNIE 3.0在训练过程中会将文本端信息

和知识端信息同时输入到模型中进行训练。知识端信息会输

入图谱中的三元组。例如，“安徒生”“作品”“《夜莺》”

三元组代表了《夜莺》是安徒生的作品这一世界知识。文本

端就会使用三元组中的“安徒生”和“《夜莺》”在海量文

本中检索出与之相关的句子。ERNIE 3.0在训练过程中使用

联合掩码进行训练。训练过程主要包括两个方面：在知识端

方面，由于知识图谱中的世界知识片段会被掩盖，模型需要

通过文本中的信息对知识端被掩盖的信息进行推理；在文本

端方面，由于无标注文本的语言知识片段也会被掩盖，模型

需要通过图谱中的结构化信息对文本端被掩盖的信息进行还

原。这种方式促进了结构化的知识和无结构文本之间的信息

共享，大幅提升了模型对知识的记忆和推理能力。

与 CoLAKE[18]、 K-BERT[17]、 KG-BART[39]、 KnowBert[40]

等融入知识图谱的工作原理不同，ERNIE 3.0利用知识图谱

中三元组文本表述和对应的文本信息，在统一的空间同时对

知识端和文本端进行平行学习。而先前的知识增强方法在融

合知识与文本时使用了不同的编码结构，使得知识与文本只

能在不同的表示空间中被学习。大部分研究工作只强调知识

对文本的增强，却忽略文本对知识的作用，致使文本与知识

的交互不充分。ERNIE 3.0增强了结构化知识与无结构文本

间的双向交互，提升了模型对知识的理解与推理能力。

2.4 文心模型效果分析

文心所使用的一系列知识增强方法显著提升了模型效果

和学习效率，增强了知识推理能力。

知识增强预训练模型显著提升了下游任务效果。通过知

识融合，相对于其他预训练模型，ERNIE 3.0[14]模型在包括

情感分析、信息抽取、对话生成、数学计算、阅读理解等

21类54个自然语言理解和生成数据集上的效果是最好的。

表1表明，在语义匹配、文本摘要等任务上，只用3%的参

数量，知识增强预训练模型就可以达到甚至超过百亿参数非

知识增强预训练模型[41-42]的效果。同时，百亿参数的知识增

强预训练模型效果可以得到进一步提升。

知识增强预训练模型的知识推理能力也得到了进一步提

升。图6给出了ERNIE 3.0 Titan模型和GPT-3模型在知识问

答数据集上的对比效果[36]。其中，ERNIE 3.0 Titan的准确率

比GPT-3高8%。

2.5 知识增强预训练模型扩展

在单语言理解与生成预训练模型的基础上，为了融合更

多维度的知识，文心进一步衍生出知识增强跨语言模型和知

识增强跨模态模型。

2.5.1 知识增强跨语言预训练模型

不同语言中的语料蕴含了不同地区的人们在历史发展过

程中收集的不同知识。受限于语料的不完备性，模型从单一

语言的语料中难以完全学到跨语言知识。因此，我们需要探

索将多种语言数据中的知识进行融合的方法，以提升模型能

力，解决单一语言数据的知识稀疏性问题。

▼表1 传统模型与知识增强模型效果对比

模型

mT5-XXL

CPM-2

文心

是否知识
增强

否

否

是

参数规模/亿

110

130

3

100

语义匹配
准确率/%

88.3

89.2

89.1

90.4

文本摘要指标
（Rouge-L）

34.8

35.9

41.4

48.4

图5 文心中的文本与知识平行预训练

知识
图谱 文本

Transformer block×N

图6 GPT-3和ERNIE 3.0 Titan知识问答效果

准
确
率

/%

ERNIE 3.0 TitanGPT-3

24

22

20

18

16

14

12

10

模型
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知识增强跨语言预训练模型[43]实现了从多种语言数据

中进行跨语言知识学习的目标。在预训练过程中， ERNIE-

M会使用统一的模型同时对海量未标注的多语言数据进行建

模，从而统一学习跨语言知识和跨语言语义表示。如图7所

示，对于DNA这一知识，不同语言的语料蕴含了不同的信

息。因此，模型可以从不同语言中学到跨语言知识的不同侧

面。在跨语言预训练模型使用某种语言的任务数据进行训练

后，其他语言的相同任务无须进行进一步训练，即可实现跨

语言迁移。这种跨语言迁移方式能够解决低资源语言任务数

据稀疏性问题，有助于实现任务知识在不同语言间的迁移。

从单语语料中学习多语间的隐式语义对齐知识的方法，能够

突破双语平行语料规模对跨语言模型的限制。ERNIE-M对

96种语言进行统一建模，并在5项跨语言任务中取得了最好

的效果[43]。

2.5.2 知识增强跨模态模型

跨模态表示学习的目标是，通过对齐语料学习跨模态的

通用联合表示，将各个模态之间的语义对齐信号融合到联合

表示中，从而提升下游任务效果。目前的视觉-语言跨模态

预训练方法，例如ViLBERT[44]等，在预训练过程中无法区分

普通词和与场景相关的词，学到的联合表示也无法实现模态

间细粒度语义（如物体、物体属性、物体间关系）的对齐。

ERNIE-ViL[45]将包含细粒度语义信息的场景图先验知识

融入视觉-语言跨模态预训练过程中，如图8所示。基于场

景图的结构化知识，ERNIE-ViL创建物体预测、属性预测、

关系预测3个预训练任务，在预训练过程中更加关注细粒度

语义的跨模态对齐，从而可以学习到能够刻画更好跨模态语

义对齐信息的联合表示，并提升自身在视觉问答、视觉常识

推理、引用表达式理解、跨模态文本-图像检索等5个多模

态典型任务上的应用效果。

3 知识增强预训练模型应用

随着预训练技术的快速发展，知识增强预训练模型有着

非常广阔的应用场景，例如搜索引擎、推荐系统、智能创

作、人机对话、文档分析、金融风控、智慧医疗等。这里，

我们将从搜索引擎、人机对话、行业领域应用3个方面，详

细阐述知识增强预训练模型的应用。

3.1 搜索引擎应用

搜索引擎通过对网页内容和用户查询请求进行分析和理

解，让用户可以在海量的互联网数据中查询到所需的信息。

通用的预训练模型很好地提升了搜索引擎效果，例如：谷歌

在BERT问世一年之际宣布将预训练模型应用到搜索引擎

中，并称BERT比以往任何技术都能更好地理解用户搜索意

图；微软将Turing-NLG模型应用在必应搜索方案中，使得

搜索引擎在搜索框内即可辅助用户完成查询词的输入；在中

文搜索引擎中，百度将知识增强的文心模型运用到搜索引擎

的不同检索阶段，包括端到端的大规模语义索引系统[46]、精

细化语义相关性建模[47]、智能问答等。得益于基于大规模文

本和大规模知识的自监督训练，文心模型可以帮助搜索引擎

更加准确地理解网页内容和用户查询语句，从而提升搜索结

果的准确性。传统的搜索引擎通过文章中的词语建立倒排索

引，并通过统计相同词语的个数等方式来计算查询词与网页

的相关性。这种方式只能为用户返回字面上匹配的内容。基

于知识增强预训练模型的搜索引擎，通过查询请求和网页内

容的统一语义表示，实现了基于语义理解与匹配的搜索，使

搜索效果显著提升。

除了应用于搜索引擎的检索阶段和排序阶段之外，文心

知识增强模型也能对用户搜索查询的意图进行分析与识别。

用户搜索意图识别的准确性将直接影响用户使用搜索引擎的

满意度。传统的用户意图识别方法多基于监督学习方法，受

限于标注数据的覆盖度，对冷门知识信息搜索查询的识别准

确率并不高。而基于文心的用户搜索意图识别方法，能够学

图7 知识增强跨语言模型ERNIE-M

跨语音预训练模型 ERNIE-M

…… ……

…………

图8 跨模态知识增强模型ERNIE-ViL

物体预测 物体的属性预测 物体间关系预测 场景图知识

Masking
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习大量的数据和知识，具备更强的泛化性，使得冷门知识信

息搜索意图准确率比传统方法高12%。

3.2 人机对话应用

让机器像人一样有逻辑、有知识、有情感地与人对话，

是人机交互的重要发展方向之一。知识增强的对话预训练模

型通过对海量无标注数据和大规模知识的学习，使人机对话

系统可以更容易模仿人与人的交互方式，让人使用更加自然

的方式与机器交流。典型的应用包括智能音箱、智能客服、

智能车载等。

文心系列模型包含了基于知识增强的对话预训练模型

PLATO[48-50]。基于PLATO模型，我们探索了知识内化和知识

外用两种知识增强技术，如图9所示。知识内化是指，在训

练阶段，模型将知识信息内化到模型参数中。通过多阶段的

模型训练方式来引入大规模通用领域问答知识，可使

PLATO融入生成问答能力，进而将问答准确率从3.2%提升

至90%。知识外用是指，在推理阶段，模型动态地引入外部

知识以指导回复生成。这两种方式能够有效提升PLATO多

轮对话的内容丰富度和主题连贯性。

3.3 行业领域应用

知识增强预训练模型在医疗、金融、媒体等人工智能行

业中表现出极大的应用价值。

在医疗行业中，中国的医疗卫生事业存在医疗资源不平

衡、医生人力短缺等问题。基于知识增强预训练模型构建的

临床医疗辅助技术是解决这些问题的关键技术之一。知识增

强的医疗语义理解与图推理模型[51-52]，可实现医学知识的计

算，并通过患者场景化子图推断，实现可循证的医学决策。

该技术突破了以往数据驱动的深度学习技术不可解释的局

限，大幅提升了推理决策效果，具备贴合医学临床诊疗思维

的优点，改善了临床辅助决策和智能诊前助手等场景应用效

果，提高了医护人员临床工作效率。

在金融行业中，知识增强的文心模型被用于金融文本分

析，提高了企业对金融信息的处理与决策效率。金融行业需

要处理大量的文本信息，例如企业新闻、行业报道、招股

书、财报、合同等。在传统模式下，金融从业人员很难从海

量文本中获得有效信息。而基于文心模型构建的金融知识计

算引擎能够帮助他们从海量的金融文本中快速查找到有用的

关键信息。例如，文心模型能够对保险合同中的条款文本进

行解析，可实现39个维度的关键信息抽取，使单份合同的

处理时间从30 min降低到1 min，能显著提升金融从业人员

的工作效率和决策能力。

在媒体行业中，知识增强的文心模型对语言、知识和创

作成果进行持续学习，能够实现智能辅助创作。在文章撰写

的过程中，基于文心模型的智能创作引擎会对全网热点资讯

进行系统分析与计算，为撰稿人提供素材推荐、智能纠错、

标题生成、用词润色、文章审校等全方位的帮助。除了自动

创作文本外，知识增强的跨模态文心模型实现了以文生图。

文心模型可根据文章的文字内容输出具有原创性和艺术性的

图片，并将其作为文章的配图使用，进一步丰富内容创作。

在知识增强预训练模型的帮助下，智能创作平台将人类从重

复劳动中解放出来，有效提升了内容生产的效率和效果。

4 结束语

本文系统阐述了知识增强预训练模型的发展脉络，分析

了现有知识增强预训练模型对语言知识、世界知识、领域知

识等知识的融合方法，重点介绍了文心知识增强预训练模型

的原理、方法和应用效果。通过搜索引擎、人机对话、行业

应用3个方面详细介绍了知识增强预训练模型的应用。

知识增强预训练模型已经取得长足发展，但诸多研究方

向依然面临巨大挑战。例如，由于知识的稀疏性，现有知识

增强预训练模型依旧难以解决逻辑、常识等问题；由于模型图9 知识增强的对话预训练模型

FFN：前馈网络 KG：知识图谱 MRC：机器阅读理解技术
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是基于深度神经网络方法来建立的，模型的可解释性、可靠

性和可控性仍然较差。因此，如何使模型更具常识性，如何

提升模型的可解释性和可靠性，以及如何将跨模态知识、符

号化知识与深度学习进行深度融合，都是知识增强预训练模

型未来发展的重要方向。
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