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在信息超载时代，个性化推荐系

统［1-2］成为用户获取信息的主

要方式。推荐系统通过收集用户的

历史行为来推断用户兴趣，进而生成

推荐列表。与常见的电商网站推荐

系统［3］不同，视频网站上的用户行为

具有两个重要特性。首先，用户的视

频观看行为呈现出高度的序列性。

一段时间内浏览的视频表现出极高

的相关性，且浏览的前后顺序十分重

要，因此需要对用户行为进行序列化

建模。其次，用户可能存在短期观看

某一类/系列多个视频的“短时”兴趣，

呈现出突发、多样的特点。因此，我

们需要从长期兴趣与短时兴趣两方

面对用户的兴趣进行细粒度化的

建模。

针对序列化行为的推荐问题，现

有的方法［4-6］仍然存在两部分缺陷。
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摘要：提出了一种基于图神经网络的视频推荐模型，将用户的视频观看序列型行为建模为图结

构，用结点代表用户与视频，用边代表行为，引入两种类型的向量传播方法分别对用户的长期兴

趣与短时兴趣进行建模。其中，通过用户结点与视频结点的双向传播刻画长期兴趣，借助视频

结点切换关系的单向传播刻画短时兴趣，并通过多层向量传播实现对图上高阶邻接信息的捕

捉。在一个真实世界的视频网站观看数据集上的实验表明，提出的方法与现有最佳方法相比，

其推荐精准度得到了有效提升。进一步的实验表明，该方法能够有效缓解数据稀疏性的问题。
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Abstract: A novel recommendation model with graph neural networks is proposed. Users’

sequential video-watching behaviors are first constructed as a graph, which represents

users and videos as nodes, and behaviors as edges. Then two kinds of embedding propa-

gation methods are introduced for capturing users’long-term and short-term preferenc-

es, respectively. Specifically, a user-item bi-directional embedding propagation layer is

used for capturing long-term preferences while an item-item embedding propagation lay-

er for capturing short-term preferences. Moreover, the multi-layer propagation is pro-

posed to extract high-order connectivity. Experiments on a real-world video-watching

dataset verify that the proposed method can outperform the state-of-the-art methods.

Further experiments demonstrate that the proposed method can effectively alleviate the

data sparsity issue.
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首先，仅仅使用权重或者卷积/循环神

经网络对不同历史行为进行隐式建

模的方法，缺乏对序列化行为中视频

切换关系的显式建模；其次，目前的

推荐方法没有考虑针对用户长期与

短时兴趣的细粒度建模。本文中，我

们设计了一种基于图神经网络的推

荐模型，通过两种向量传播方式来

分别对用户的长期兴趣和短时兴趣

进行建模。此外，我们还引入了多

层向量传播以捕捉图上高阶邻接

信息。

1 问题定义
视频推荐系统的目标是尽可能

地满足用户的需求，即为用户推荐最

符合其兴趣的视频。在视频推荐系

统中，相关输入数据为用户历史视频

观看的行为序列，其中，序列中的前

后关系代表用户观看视频的先后顺

序关系。输出数据则为可计算给定

用户下一次观看给定视频的概率模

型。在得到该模型后，我们可对所有

候选视频进行概率计算，并按照概率

预估值从大到小排序，得到推荐

列表。

2 方法设计
这里我们提出一种基于图卷积

网络的视频（VGCN）推荐模型，具体

如图1所示。该推荐模型主要由4个

流程部分构成：构建包含用户视频结

点与行为边的异构图、构建嵌入层以

得到用户与视频的表征向量、设计向

量以刻画用户的长期兴趣与短时兴

趣、引入预测层得到用户观看视频的

概率。

2.1 异构图构建

图是一种具备强大数据表示能

力的结构。在视频推荐系统中，一

种直观并且有效的做法是，把用户

与视频分别表示为图中两种类型的

结点，并将用户的观看行为建模为

图上的边。具体而言，我们构建异

构图 G=<V，E>，其中，V表示所有结

点的集合，E表示所有边的集合。同

时集合 V中有两类结点：用户结点 u
∈U与视频结点 i∈I。集合 E中有两

类边：一类是用户与视频的交互边

r ∈R，其中 rui代表用户 u与视频 i存
在交互行为（观看）；另一类是视频

切换边 r ∈T，其中 tij代表视频 i到视

频 j的切换行为，并且该边的权重由

数据集中所有用户的切换次数决

定。如果该权重为 0，即边不存在，

则代表没有用户产生从观看 i切换

到观看 j的行为。总的来说，我们得

到了包含两类结点与两类边的异

构图。

2.2 嵌入层

针对图的表征学习可定义为：通

过机器学习的方法，为点、边或图学

习其在低维空间的表征。该方法可

以将高维的图数据转换为低维特征

向量，实现预测、分类等任务［7］。在

通用视频推荐任务中，由于用户画

像、视频属性等数据较难收集，用户

与视频一般而言仅有身份标识（ID）

MLP：多层感知机 p：用户嵌入矩阵 q：视频嵌入矩阵 u：用户 ŷ：用户视频交互

▲图1 视频图卷积网络推荐模型示意图
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特征，即仅有用户与视频的原始编

号。因此，我们针对ID特征设计适用

于独热编码的嵌入层，为用户与视频

分别建立嵌入矩阵PP与QQ。PP的维度

为N乘以D，QQ的维度为M乘以D。其

中，N为用户的数目，M 为视频的数

目。D为低维空间的维度，是一个可

以调整的超参数，其过大的维度会带

来过拟合问题，而过小的维度则存在

欠拟合问题。

我们通过用户与视频的嵌入矩

阵与独热编码可得到每个用户与视

频的低维表征向量，如公式（1）所示：

pu = PT vUu，qi = QT vIi， （1）

其中，vUu 与 vIi分别为用户与视频的独

热编码。

独热编码是一种仅有一个位置

为1且其余位置为0的高维向量（值

为1的位置即为原始编号）。用户独

热编码的长度为N，视频独热编码的

长度为 M。在嵌入矩阵完成随机初

始化后，模型的后续部分将从嵌入矩

阵得到最终的预测结果。当基于预

测损失的随机梯度下降时，嵌入矩阵

即可从初始化的随机向量逐渐调整

至可刻画用户与视频特征的高质量

表征向量。

2.3 向量传播层

我们首先建立了上述用户与视

频的嵌入矩阵。该嵌入矩阵可以被

视为第0层用户/视频向量。接着，我

们设计向量传播层以利用图上的高

阶邻接关系，以捕捉用户的长期与短

时兴趣。图卷积网络是一类最典型

的图神经网络［8］。向量传播是图卷

积网络的核心模块，其核心思想是将

向量传播给图上的邻居结点，以实现

图结构邻接性到向量相似性的转化，

并可通过多层向量传播实现对高阶

邻接关系的建模。借助向量传播方

法，图卷积网络在诸多任务上取得了

当前最佳性能［8-9］。

在视频推荐系统中，需要对用户

进行两方面的兴趣建模：长期兴趣与

短时兴趣。其中长期兴趣侧重于用

户较为固定的、不随时间变化的兴

趣，短时兴趣则与之相反。具体而

言，我们通过用户结点的表征向量对

其长期兴趣进行建模，通过用户上一

时刻交互的结点的表征向量对其短

期兴趣进行建模。这种做法与用户

长期兴趣与短时兴趣的物理意义相

契合。

2.3.1 长期兴趣向量传播层

用户观看视频的行为被表示为

图上用户结点与视频结点之间的边。

如果将用户观看过的所有视频结点

的向量表征往其传播，聚合之后自然

就代表了与具体时间无关的长期兴

趣。因此，我们可以通过用户结点-

视频结点向量传播对长期兴趣进行

建模。具体而言，某个用户观看过的

所有视频往其传播，向量传播公式

如下：

p( l + 1)u = σ (W ( l + 1)1 ( p( l )u +
aggregate (q( l )i |i ∈ Ru )) + b1 ( l + 1) )，（2）

q( l + 1)i，1 = σ (W ( l + 1)1 (q( l )i，1 +
aggregate ( p( l )u |u ∈ Ri )) + b1 ( l + 1) )，（3）

其中，σ是非线性激活函数，W ( l + 1)1 与

b( l + 1)1 分别是从第 l层往 l+1层传播时

的网络参数与偏置参数（此处我们添

加下标 1以与后文的短时兴趣相关参

数加以区分），Ru是用户u交互过的所

有视频，Ri是观看过视频 i的所有用

户，aggregate (·)是向量聚合操作（常

见做法有求平均等），p( l )u 为用户 u第 l
层的表征向量，p( l + 1)u 为用户 u第 l+1
层的表征向量，q( l )i 为视频 i第 l层的表

征向量，q( l + 1)i 为视频 i第 l层的表征

向量。

总的来说，前文所述的向量操作

实现了长时兴趣侧从低层向量到高

层向量的计算方式。随着层数的逐

渐提升，更高阶的邻接关系将会被提

取至表征向量中。但值得一提的是，

层数不能过高，这是因为向量传播可

以被理解为一种局部图的近邻平滑

作用，如果层数过深，则相当于实现

了全局平滑，反而会使学习到的表征

向量无效。

2.3.2 短时兴趣向量传播层

上述长期兴趣向量传播层通过

忽略序列关系的历史行为边传播，

来刻画用户的长期兴趣。接着，我

们进一步设计用于对用户的短时兴

趣进行建模的向量传播方法。考虑

到用户的短时兴趣与视频观看的切

换行为需要相契合，我们采用基于

视频切换行为的有向边来设计向量

传播方法。换而言之，向量传播的

路径就是上一个视频到下一个视频

的有向边。由于此处不涉及用户结

点的表征向量，因此，我们可以实现

长期兴趣与短时兴趣的解耦建模。

具体而言，传播公式如公式（4）

所示：

q( l + 1)i，2 = σ (W ( l + 1)2 (q( l )i，2 +
aggregate (q( l )j |j ∈ Ti )) + b2 ( l + 1) )，（4）

其中，σ是非线性激活函数，W ( l + 1)2 与

b( l + 1)2 是从第 l层往 l+1层传播时的网

络参数与偏置参数（此处我们添加下

标 2，以与前文所述的长期兴趣相关

参数加以区分），Ti是存在往 i有向边

的 所 有 视 频 的 集 合 。 此 处 的

aggregate (·)是带权重的聚合操作，该

权重为往 i的有向边的权重，即存在

该切换行为的用户的个数，同时该权

重可从一定程度上对切换关系的强

弱进行建模。
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2.4 预测层

在以上向量传播层的基础上，我

们进一步设计得到最终预测结果的

预测层。通过长期兴趣向量传播与

短时兴趣向量传播，我们得到了两部

分视频向量。此处我们使用求和操

作 ，将 两 部 分 合 并 为 一 部 分 ，即

q( l + 1)i = q( l + 1)i，1 + q( l + 1)i，2 。

考虑到不同层数的用户或视频

向量包含了不同阶数的图上邻接关

系，我们将不同层数的向量使用拼接

操作进行聚合，如公式（5）和公式（6）

所示：

p*u = p(0)u ||p(1)u ||...||p(L )u ， （5）

q*i = q(0)i ||q(1)i ||...||q(L )i ， （6）

其中，L为一个可以调整的超参数，||
代表向量的拼接操作。

随后，我们通过一个基于注意力

网络的预测函数，对给定的用户与视

频预测观看概率，具体如公式（7）

所示：

ŷui = MLP ( p*u||ATN (q*i，Ru ))， （7）
其中，MLP代表一个多层感知机，

ATN代表一个注意力网络。最终输

出的 ŷui 为一个从 0到 1之间的概率

值，该值越大，用户 u越有可能观看视

频 i。
2.5 训练方法

在获得对于任意给定用户与视

频的观看概率预估后，我们基于对数

损失函数进行优化。由于数据中仅

记录了用户观看过的视频，即正样

本，我们需要从未观看的视频中随机

采集一些样本作为负样本。对于正

样本而言，模型的预测结果要尽可能

接近1；对于负样本，模型的预测结果

要尽可能接近0。损失函数具体计算

方式如公式（8）所示：

Loss = - ∑
(u，i ) ∈ Y + ∪ Y -

yui log ŷui + (1 -
yui )log (1 - ŷui )， （8）

其中，Y+与Y-分别为正样本集合与负

样本集合，yui与 ŷui分别为数据真实标

签与模型预测输出。

基于以上损失函数，我们可通过

随机梯度下降进行更新。在我们提

出的VGCN模型中，需要学习的参数

主要为用户与视频的嵌入矩阵 PP与

QQ。向量传播操作中的W与b等参数

则占据着较少的参数量，而每加深一

次图卷积网络，只会引入额外的W与

b等参数。因此，不同深度的 VGCN

模型的参数量基本相当，均约等于嵌

入矩阵的参数量大小。而嵌入矩阵

参数量大小不仅与用户数目和视频

数目的和呈线性关系，也与嵌入矩阵

向量维度D呈线性关系。

3 实验验证
为了验证提出的 VGCN 方法的

有效性，我们对真实视频观看数据集

进行了推荐性能的验证。

3.1 实验设置

3.1.1 数据集

我们在一个视频网站上收集了

2020年10月的用户视频观看行为数

据。由于完整数据规模过大，我们随

机选取了一部分用户。经过预处理

后的数据，包括了 60 813 个用户与

292 286个视频产生的14 952 659条

观看记录。对于每一个用户而言，其

观看记录为一条包含了若干个视频

的序列。

3.1.2 性能指标

视频推荐乃至通用推荐系统最

常使用的指标为排序指标，其中最具

代表意义的指标为特征曲线下方的

面积（AUC）、平均倒数排名值（MRR）

与归一化折损累计增益（NDCG）［10］。

AUC可衡量模型对于所有正样本与

负样本相对关系的区分能力，MRR衡

量模型将正样本排在列表靠前位置

的能力，NDCG则衡量模型排序结果

与理想排序结果的距离。

3.1.3 基线模型

我们选取两个极具竞争力的模

型作为基线模型：卷积序列嵌入推荐

模 型（CASER）［5］与 深 度 兴 趣 网 络

（DIN）［6］。其中，CASER通过卷积网

络建模用户的行为序列，DIN通过注

意力网络建模用户行为序列。

3.2 推荐性能比较

我们首先对整体的推荐结果进

行比较，如表1所示。

由表1可知，与现有模型相比，我

们提出的 VGCN 模型在 AUC、MRR、

NDCG@1、NDCG@2 等指标上，可以

有效且稳定地提升推荐性能，且平均

相对提升值约为1.7%。对于推荐系

统模型而言，该提升值是显著的。

图2则展示了不同方法训练时的

模型损失曲线。由图2可以看出，我

▼表1 视频推荐精准度性能比较

模型

CASER

DIN

VGCN

AUC

0.7471

0.7561

0.7781

MRR

0.8788

0.8856

0.8943

NDCG@1

0.7576

0.7712

0.7886

NDCG@2

0.9105

0.9156

0.9220

AUC：特征曲线下方的面积

CASER：卷积序列嵌入推荐模型

DIN：深度兴趣网络

MRR：平均倒数排名值

NDCG：归一化折损累计增益

VGCN：基于图卷积网络的视频推荐算法
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们的 VGCN 方法可以取得更小的训

练损失。

3.3 稀疏度影响研究

在推荐系统尤其是视频推荐系

统中，数据稀疏十分重要。具体而

言，对于不同稀疏性的用户，能否均

取得较好的效果，是衡量一个推荐模

型好坏的重要指标。因此，我们将用

户的历史交互行为数目分3组进行研

究：0～50、50～200、200 以上。每组

均有足够的用户数目，以消除随机

性。对于每组的用户，为计算其平均

推荐精准度，我们选取了 AUC 与

NDCG@2两个排序指标，具体结果如

图3所示。

由图 3可知，我们提出的 VGCN

方法在不同稀疏度的用户组里，均可

取得有效且稳定的性能提升。这一

结果进一步验证了 VGCN 方法的有

效性。

3.4 超参数影响研究

在模型训练的过程中，L2正则系

数是一项重要的超参数，图4展示了

不同L2正则系数对视频推荐性能的

影响。根据图4可以看出，不论选择

何种L2正则系数，我们提出的VGCN

方法均可以取得最佳推的荐性能。

此外，L2正则系数对于模型视频推荐

精准度性能的影响较小，即模型对于

该超参数的敏感度较低，这意味着模

型不需要花费太多的调参时间与

算力。

4 结束语
视频推荐系统是提升用户视频

观看体验的重要技术。本文设计了

一种基于图神经网络的推荐模型，并

通过两种向量传播方式对用户长期

兴趣与短时兴趣建模。基于真实数

据集的实验有效验证了整体推荐精

▲图2 训练时模型损失曲线比较

CASER：卷积序列嵌入推荐模型

DIN：深度兴趣网络

VGCN：基于图卷积网络的视频推荐算法

▲图4 不同超参数设置（L2正则系数）的视频推荐精准度性能比较

AUC：特征曲线下方的面积

CASER：卷积序列嵌入推荐模型

DIN：深度兴趣网络

NDCG：归一化折损累计增益

VGCN：基于图卷积网络的视频推荐算法

（a）平均AUC性能 （b）平均NDCG@2性能

AUC：特征曲线下方的面积

CASER：卷积序列嵌入推荐模型

DIN：深度兴趣网络

NDCG：归一化折损累计增益

VGCN：基于图卷积网络的视频推荐算法

（a）平均AUC性能 （b）平均NDCG@2性能

▲图3 不同观看次数用户的视频推荐精准度性能比较
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准度与不同稀疏度用户推荐精准度

的性能提升。同时，超参数影响的实

验进一步验证了推荐精准度性能提

升的稳定性。
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